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RESUMEN: Kriging, el método de interpolacion asociado a geoestadistica, se ha usado y ha sido propuesto como el mejor método
de interpolacion, muchas veces sin realmente entender como es que se usa adecuadamente y dejando que el software que lo brinda
decida como implementarlo. Esta aseveracion tiene fundamento cuando se procede de la manera correcta, realizando los pasos
necesarios durante el analisis y modelado geoestadistico, por lo que es necesario entender como aplicar Kriging correctamente para
que los resultados obtenidos sean relevantes y confiables. Estos pasos se detallan en este trabajo, abordando la teoria, y mediante un
ejemplo, con datos de la temperatura promedio de los tltimos 10 para el 8 de Marzo para la provincia de San José, se pone en prac-
tica el método usando el software estadistico libre R. Adicionalmente, se presenta una aplicacion web de libre acceso para quienes
no se sientan comodos usando lenguajes de programacion.
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ABSTRACT: Kriging, the interpolation method linked to geostatistics, has been used and has been proposed as the best interpola-
tion method, a lot of times without really understanding how to properly apply it and allowing the software that offers it to decide
how to implement it. This statement is correct when used in the right way, performing all the necessary steps throughout the geos-
tatistical analysis and modeling, for this reason is necessary to understand how to apply Kriging correctly so the results are relevant
and reliable. These steps are detailed in this work, going over the theory, and through a practical example, using average temperature
data over the last 10 years for March 8th for the San José province, the method is implemented using the free statistical software R.
Additionally, a free access web application is shown for those who are not comfortable using programming languages.
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Introduccion

En las ciencias que tienen una fuerte componente espacial (dentro de ellas geologia) es comun recolectar muestras, des-
cribirlas y tener la ubicacion de donde se recolectaron. En muchos casos el muestreo se hace con el fin de caracterizar una
variable o proceso en el espacio, con lo que se tiene en mente pasar de puntos a una superficie (mapa).

Para poder generar estas superficies se pueden emplear diferentes Métodos de interpolacion, donde cominmente se ha
dado a entender que Kriging es el método por excelencia a usar (casi que indiscriminadamente), pero muchos usuarios no
saben como usar el método apropiadamente y cuando es adecuado o no utilizarlo.

La facilidad que brindan programas de computo comerciales (Surfer, ArcGIS), con sus interfaces “point y click”, de
implementar éste y otros métodos hace creer al usuario que es simplemente de escoger un método y decirle que lo ejecute,
sin guiar al usuario de manera apropiada en el proceso necesario para obtener resultados significativos, confiables, y reprodu-
cibles. Cabe mencionar que el procedimiento y los pasos que se van a mostrar aca estan disponibles en estos softwares pero
no de manera frontal para el usuario.

El objetivo principal de este trabajo es de indole educativo/informativo y corresponde con introducir al lector en qué es
la geoestadistica y como realizar un analisis geoestadistico basico de manera apropiada. La idea es brindar una base y guia de
como hacer una interpolacion de los datos de interés y en espaiiol, ya que la mayoria de los textos (libros y articulos) estan en
inglés, y a veces se enfocan tinicamente en los resultados (mapas) y no tanto en el proceso.

Para el procesamiento de los datos y la implementacion de la geoestadistica se va a utilizar el software estadistico libre
multi-plataforma R (R Core Team, 2021) asi como diferentes paquetes, que va a permitir el desarrollo de rutinas que se pueden
reutilizar para andlisis futuros. Adicionalmente se presentara una aplicacion web, desarrollada en R y de libre acceso, que hace
uso de lo expuesto aqui. Se recomienda al lector, si no esta familiarizado con R o quiere profundizar mas en su uso, consultar
Garnier-Villarreal (2020).

Métodos de interpolacion

De manera resumida y sin entrar en mucho detalle se mencionan diferentes métodos de interpolacion comiinmente usados,
para ellos se puede consultar Webster y Oliver (2007). De manera general se tienen: Poligonos de Thiessen, Triangulacion,
Vecinos naturales (natural neighbours), Inverso de la distancia (inverse distance), Superficies de tendencia (trend surface),
Ajuste polinomial (splines), y Kriging.

El método de Kriging es lo que mas se asocia con la geoestadistica, y va a ser el énfasis de lo aqui presentado. El Kriging
es considerado como el método mas robusto y preciso, de ahi que en inglés es conocido como blue que quiere decir best li-
near unbiased estimator, y se puede traducir como mejor estimador lineal no-sesgado (Isaaks y Srivastava, 1989; Webster
y Oliver, 2007).

Una ventaja de Kriging con respecto a otros métodos de interpolacion mas populares, es que a parte de estimar el valor de
la variable de interés, estima ademas un error de la interpolacion, lo que permite tener una idea de la calidad (incertidumbre)
de los resultados (Isaaks y Srivastava, 1989; Webster y Oliver, 2007). El método ha sido utilizado para predecir la intensidad
sismica (Linkimer, 2008), el nivel de agua subterranea (Varouchakis, Hristopulos, y Karatzas, 2012), pérdida de suelo (G.
Wang, Gertner, Fang, y Anderson, 2003), y temperatura del aire (Wang et al., 2017), entre otras.

Geoestadistica

La geoestadistica no es estadistica (clasica) aplicada a datos geoldgicos, es un tipo de estadistica que hace uso de la com-
ponente espacial de los datos y pretende caracterizar sistemas distribuidos en el espacio los cuales no se conocen por completo
(Davis, 2002; Isaaks y Srivastava, 1989; Webster y Oliver, 2007). Hay que resaltar que Kriging es un método de interpolacion
(uno de los usos de la geoestadistica) que corresponde con uno de los pasos en el andlisis y modelado geoestadistico (Oliver y
Webster, 2014), no hay que confundir o pensar que geoestadistica es lo mismo que Kriging, que es un error comun.
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La geoestadistica (Kriging) se ha utilizado mas para la interpolacion (estimacion - Kriging) de variables en el espacio,
pero también se puede utilizar para la simulacion (Simulacion Gaussiana Secuencial) de la variable de interés (otra forma de
usar geoestadistica que no es Kriging). El resultado de la interpolacion es la distribucion del valor promedio de la variable
(cudl seria el valor mas probable de encontrar), la simulacion genera una cantidad definida de realizaciones (N) de la variable,
que pueden estar condicionadas o no a datos observados, y presentan una distribucion mas heterogénea que la interpolacion
(Chilés y Delfiner, 1999; Goovaerts, 1997; Pebesma y Bivand, 2020; Pyrcz y Deutsch, 2014; Webster y Oliver, 2007). En este
trabajo el enfoque va a ser en el uso mas comun y sencillo que es la interpolacion (estimacion) de una variable en el espacio.

La base de lo que se va a exponer corresponde con capitulos de Davis (2002), Swan y Sandilands (1995), Borradaile
(2003), y McKillup y Darby Dyar (2010), y textos mas detallados y exclusivos en la materia de Chiles y Delfiner (1999),
Cressie (1993), Goovaerts (1997), Isaaks y Srivastava (1989), Pyrcz y Deutsch (2014), Webster y Oliver (2007), y Wackernagel
(2003), los cuales corresponden con referencias clasicas y actualizadas. Para la implementacion en R y mas base tedrica y
practica se puede consultar Nowosad (2019) y E. Pebesma y Bivand (2020).

A continuacion se definen algunos conceptos fundamentales en geoestadistica, que forman las bases tedrica y practica
para el analisis geoestadistico.

Correlacion espacial

El concepto fundamental en geoestadistica y la estadistica espacial en general, es que las observaciones son inter-de-
pendientes en funcion de la distancia entre ellas, donde hay mas similitud (relacion) conforme mas cercanas estén las obser-
vaciones y esa similitud o relacion es mas débil conforme la distancia incrementa (Chilés y Delfiner, 1999; Cressie, 1993;
Goovaerts, 1997; Isaaks y Srivastava, 1989; Webster y Oliver, 2007).

Semivarianza

Esta es la medida que se usa para determinar la disimilitud (relacion) entre observaciones que varian con la distancia, y se
representa mediante la Ecuacion (1), donde Z(x,) es el valor de la variable en la posicion x,, Z(x,+h) es el valor de la variable
a una distancia h, N es el numero total de puntos (observaciones), y N(h) es el nimero de pares de puntos que se encuentran a
una distancia h especifica. Se recomienda tener mas de 30 pares de puntos por cada distancia h, y no calcular la semiva-
rianza mas alla de la mitad de la maxima distancia entre observaciones (Chilés y Delfiner, 1999; Goovaerts, 1997; Isaaks
y Srivastava, 1989; Webster y Oliver, 2007).

N(R)
1
Y®) = Sy D LZG+ B = ZGOT
(1)
Si los datos se encuentran ordenados en una grilla regular se puede usar la separacion entre puntos como las diferentes
distancias h (Fig. 1 (a) y (b)). Si los datos se encuentran irregularmente espaciados es necesario agruparlos en franjas (Fig.1

(c)), donde se requiere definir una tolerancia de la distancia (w, por lo general h/2), y una tolerancia angular (0/2) (Oliver y
Webster, 2014; Webster y Oliver, 2007).

Variograma experimental

Para visualizar la relacion (o no) entre la semivarianza y la distancia (relacion espacial de la variable) se usa el variograma
experimental (Fig. 2).
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Fig. 1: Esquema del calculo de la semivarianza para datos regularmente espaciados, donde los datos estan completos (a) y donde hay datos faltantes (b); para
datos irregularmente espaciados (¢). Modificado de Webster y Oliver (2007).

El célculo de la semivarianza y su representacion por medio del variograma experimental son los primeros pasos donde
el usuario/analista tiene control sobre la construccion y representacion de la relacion espacial de la variable, y el resultado va
a ser el insumo para pasos posteriores. Como decisiones fundamentales se tienen la escogencia de la distancia maxima y el
intervalo de distancias (h). Conforme se varien estos valores va a variar la semivarianza, cualquier ajuste que se le realice, y
su posterior uso en la interpolacion (Isaaks y Srivastava, 1989; Oliver y Webster, 2014; Webster y Oliver, 2007).

Modelo de variograma

El variograma experimental es una representacion discreta de la relacion espacial ya que se cuenta solo con puntos a las
distancias definidas. Para poder interpolar valores a diferentes distancias es necesario tener un modelo continuo que se ajuste
a los datos. Para ajustar un modelo hay que analizar el variograma experimental y realizar una estimacion inicial de las partes
o pardmetros que lo van a definir (Goovaerts, 1997; Sarma, 2009; Webster y Oliver, 2007).

Partes

La partes o parametros que definen a un modelo de variograma se muestran en la figura 3, y son (Isaaks y Srivastava,

1989; Sarma, 2009; Webster y Oliver, 2007):

Meseta total (S, sill en inglés): Valor del variograma o semivarianza cuando la distancia h tiende a infinito (cuando
la semivarianza se estabiliza), y por lo general es muy similar al valor de la varianza de la variable de interés.

Meseta parcial (C, partial sill en inglés): La diferencia entre la meseta total y la pepita (C,=S-C,). Si no hubiera
pepita (C,=0), entonces C =S.

Pepita (C , nugget en inglés): El intercepto, el valor de la semivarianza en el origen, y representa por lo general una
discontinuidad del variograma en el origen, que se puede deber a la escala de muestreo o errores de medicion.

Rango (a, range en inglés): El limite del area de influencia, es la distancia a partir del cual el variograma se estabiliza
y se alcanza la meseta; a partir de esta distancia las observaciones se consideran independientes (sin relacion).
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Fig. 2: Ejemplo de variogramas experimentales: A Mostrando la relacion (dependencia) espacial de la variable, B Mostrando la ausencia de relacion (depen-
dencia) espacial de la variable.

Modelos

Aqui se exponen los principales tipos de modelos que se usan en geociencias (Goovaerts, 1997; Isaaks y Srivastava, 1989;
Sarma, 2009; Webster y Oliver, 2007). La figura 4 muestra la forma de estos diferentes modelos, junto con sus partes.

Potencia: Es mas usado cuando el variograma no se estabiliza o alcanza una meseta. Se calcula mediante la ecuacion (2),
donde a es la pendiente, 0<A<2 y controla la concavidad o convexidad del modelo. Un ejemplo se muestra en la figura 4 A.

y(h) = Cy + ah?
2

Esférico: Es de los mas usados en geociencias, presenta una meseta definida, y se caracteriza por presentar un comporta-
miento lineal cerca del origen. Se calcula mediante la ecuacion (3), y un ejemplo se muestra en la figura 4 B.

3/hy  1hy? N
yag = 1@+ a5G)-3() | paran<a
Co+0C parah > a

3)

Exponencial: Este modelo tiene un comportamiento asintdtico y no alcanza una meseta tan estable como el esférico,
por esto lo que se usa en el modelo como rango es r=a/3, o sea, una tercera parte del rango esperado. Se calcula mediante la
Ecuacion (4) y un ejemplo se muestra en la figura 4 C.

h
y(h)=C+ ¢ [1 — exp (— —)]
T
“
Gaussiano: Este modelo es similar al exponencial en que no alcanza una meseta estable sino que tiene un comportamiento
asintdtico, y otra caracteristica es que tiene un comportamiento suavizado cerca del origen. Como no alcanza una meseta el

rango que se usa en el modelo es r=a/V/3, o sea, el rango esperado entre la raiz de 3. Se calcula mediante la ecuacion (5), y un
ejemplo se muestra en la figura 4 D.
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Figura 3: Modelo de variograma mostrando las partes: meseta, pepita, y rango. Modificado de Webster y Oliver (2007).

y(h) = Co + €, [1 o (—g)z]
®)

La figura 5 es una comparacion de los tres modelos mas comunes en geociencias, donde todos corresponden con una
estructura que presenta los siguientes pardmetros: C =0, C =30, y a=210. Hay que resaltar que el modelo esférico tiene un
comportamiento lineal cerca del origen, el modelo exponencial un comportamiento mas creciente (convexo), y el modelo
gaussiano un comportamiento suavizado. Adicionalmente, los modelos exponencial y gaussiano no alcanzan la meseta de la
estructura, contrario al esférico que si la alcanza.

Anisotropia

La variable y su relacion en el espacio puede no solo depender de la distancia sino también de la direccion en que se es-
tima. Si hay una dependencia (comportamiento diferenciado) de la direccion se dice que existe una anisotropia y sino el com-
portamiento es isotropico u omnidireccional. La anisotropia se representa como una elipse, donde el eje mayor va a alinearse
con la direccion de mayor continuidad espacial y el eje menor con la direccion de menor continuidad espacial (perpendicular
al eje mayor) (Chilés y Delfiner, 1999; Goovaerts, 1997; Isaaks y Srivastava, 1989; Oliver y Webster, 2014; Webster y Oliver,
2007). Lo acostumbrado es escoger direcciones en el rango de 0 a 180, ya que al tratarse de un elipse las direcciones mayores
a 180 son simplemente el opuesto de direcciones menores a 180 (ejemplo: 220 es el opuesto de 40).

La anisotropia puede ser de dos tipos: geométrica o zonal. La geométrica es la mas comun y la mas facil de modelar. En
la anisotropia geométrica se tiene, para las diferentes direcciones, la misma meseta pero diferente rango. En la anisotropia
zonal se tiene el mismo rango pero mesetas diferentes (Chilés y Delfiner, 1999; Goovaerts, 1997; Isaaks y Srivastava, 1989;
Webster y Oliver, 2007).

Para determinar la presencia o no de anisotropia se pueden usar el mapa de la superficie de variograma (Fig. 6 A) y/o
variogramas direccionales (Fig. 6 B). La anisotropia geométrica va a presentar una direccion principal (eje mayor) que va a
estar orientada en la direccion que presenta el mayor rango (mayor continuidad espacial), y una direcciéon menor (eje menor)
orientada perpendicularmente a la principal (Chilés y Delfiner, 1999; Goovaerts, 1997; Isaaks y Srivastava, 1989; Webster y
Oliver, 2007).
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Fig. 4: Modelos mas usados en geociencias: A Potencia, B Esférico, C Exponencial, D Gaussiano. Modificado de Sarma (2009).
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Fig. 5: Comparacion visual de los tres modelos mas usados en geociencias, todos representando la misma estructura (C =0, C,=30, y a=210).
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En la figura 6 la direccion principal coincide con los 35° y la menor con los 125°. En los diferentes softwares por lo gene-
ral se expresa la anisotropia como una razén y va a depender del software cual va en el numerador y cual en el denominador.
En el caso del paquete gstat la razon de anisotropia va a tener en el numerador la direccion menor y en el denominador la
direccion mayor, por lo que la razén va a tener un rango de 0 a 1, donde mientras mas cercano a 0 el valor mayor va a ser la
anisotropia.

Validacion cruzada

Dado que que objetivo de la interpolacion es predecir valores en puntos donde no se tiene informacion, la mejor forma de
evaluar el ajuste de un modelo especifico sobre el variograma experimental es por medio de la validacion cruzada. De manera
general lo que se hace es dejar por fuera una o varias de las observaciones, se re-ajusta el modelo seleccionado, y se predice el
valor de la variable para esas observaciones que se dejaron por fuera, repitiendose el proceso hasta tener una prediccion para
todos los puntos (Chilés y Delfiner, 1999; Goovaerts, 1997; Hastie, Tibshirani, y Friedman, 2008; Isaaks y Srivastava, 1989;
James, Witten, Hastie, y Tibshirani, 2013; Kuhn y Johnson, 2013; Oliver y Webster, 2014; Webster y Oliver, 2007; Witten,
Frank, y Hall, 2011).

El tipo de validacion cruzada mas usado es LOO (leave-one-out), donde se deja por fuera una observacion a la vez, se re-
ajusta el modelo y se predice el valor de la variable para cada observacion por separado (Goovaerts, 1997; Isaaks y Srivastava,
1989; Oliver y Webster, 2014; Webster y Oliver, 2007). El paquete gstat ofrece esta opcion (por defecto) y la opcion de
K-Fold. En K-Fold se escoge una cantidad de grupos (K) en los que se dividen las observaciones (tipicamente 5 o 10) y se
deja un grupo de observaciones por fuera cada vez, se re-ajusta el modelo, se predice el valor de la variable para todas las
observaciones del grupo que se dejo por fuera, y este proceso se repite K veces hasta tener predicciones para todos los puntos
(Hastie et al., 2008; James et al., 2013; Kuhn y Johnson, 2013; Witten et al., 2011).

Una vez realizado el ajuste y la validacion cruzada del modelo se obtienen valores predichos y observados para cada
punto. Con esta informacion se pueden usar diferentes métricas, donde lo ideal seria comparar cada una de estas métricas para
diferentes modelos ajustados, y se escogeria el modelo que obtenga mejores métricas (Chilés y Delfiner, 1999; Goovaerts,
1997; Isaaks y Srivastava, 1989; Oliver y Webster, 2014; Webster y Oliver, 2007).

Dentro de las métrica mas usadas estan (Oliver y Webster, 2014; Webster y Oliver, 2007; Yao et al., 2013):

En estas métricas N es el total de observaciones (puntos), Y, es el valor observado en el punto i, ?i es el valor predicho en
el punto i, s ? es el error/varianza de la prediccion, y Y es la media (promedio) de la variable.

- Error medio (ME): El error corresponde con los residuales de lo observado menos lo predicho, una vez se tienen estos
valores se les calcula la media e idealmente se esperaria obtener un valor cercano a 0. Se calcula mediante la ecuacion (6) y
al comparar modelos se escogeria el modelo que presente un valor mas cercano a 0.

1

ME=1 (% -F)
(©)

- Error cuadratico medio (RMSE): Este valor corresponde con la desviacion promedio de los errores al cuadrado. Se
encuentra en la escala de la variable e idealmente se prefieren valores pequefios. Se calcula mediante la ecuacion (7) y com-
parando modelos se escogeria el modelo que presente un RMSE menor.

(7
- Razon de desviacion cuadratica media (MSDR): Esta valor compara la diferencia entre la prediccion y valor actual con

respecto a la varianza (error) obtenida de la interpolacion (s ). Se esperaria que este valor ande cerca de 1. Se calcula median-
te la ecuacion (8) y comparando modelos se escogeria el que presente un MSDR mas cercano a 1.
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Fig. 6: A Ejemplo de mapa de la superficie de variograma, mostrando anisotropia donde el eje principal ocurre en la direccion 35° y el eje menor ocurre en
la direccion 125°. B Variogramas direccionales donde se observa como en la direccion de 35 se alcanza un rango mayor (~25°), mientras que en la direccion
perpendicular (125°) el rango es menor (~15°).

1o -7
MSDR=_Z‘_2‘)
N s

= (8)
- Error Porcentual Absoluto Medio (MAPE): Es una medida porcentual de la diferencia entre lo observado y lo predicho,

conunrango de 0 a 1 o de 0 a 100 si se multiplica por 100. Se esperaria que este valor ande cerca de 0 o lo mas bajo posible.
Se calcula mediante la ecuacion (9) y comparando modelos se escogeria el que presente el MAPE mas bajo.
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- Estadistico de bondad de prediccion (G): Este estadistico mide qué tan efectiva es la prediccion a si se hubiera usado
simplemente la media (promedio) de la variable. Valores de 1 indican una prediccion perfecta, valores positivos indican que el
modelo es mas efectivo que usar la media, valores negativos indican que el modelo es menos efectivo que usar la media, y un
valor de cero indica que seria mejor usar la media. Se calcula mediante la ecuacion (10) y comparando modelos se escogeria
el que presente el G mas cercano a 1 0 mas positivo.

N [):?Ll(ﬂ- = T’I)Z]

2?;1(1’:' _1_))2 (10)

Todas estas métricas, excepto la MSDR, se pueden aplicar para cualquier modelo de cualquier método de interpolacion.
Para la MSDR se ocupa que el método brinde un error (varianza) de la prediccion y ésta es una de las fortalezas de Kriging
sobre la mayoria de métodos. Como recomendacion, al comparar modelos si hay valores muy similares de la mayoria de las
métricas se recomienda usar las métricas de MSDR y el estadistico G como las mas importantes.

Kriging

Kriging es un método de interpolacion (estimacion), por lo que la idea es obtener valores de la variable en lugares donde
no se pudo medir. El método hace uso del modelo ajustado para asignar pesos a los puntos a interpolar dependiendo de la
distancia entre ellos. Los puntos mas cercanos van a presentar valores menores de semivarianza (mayor peso) y los puntos
mas lejanos valores mayores de semivarianza (menor peso), y si hay puntos que caen fuera del rango estos van a tener una
influencia minima o nula (Chilés y Delfiner, 1999; Goovaerts, 1997; Isaaks y Srivastava, 1989; Webster y Oliver, 2007). Lo
anterior se presenta de manera grafica en la figura 7.

Dentro de las ventajas del Kriging estan que compensa por efectos de agrupamiento (clustering) al dar menos peso
individual a puntos dentro del agrupamiento que a puntos aislados, y da una estimacion de la variable y del error (varianza
de Kriging) (Chilés y Delfiner, 1999; Goovaerts, 1997; Isaaks y Srivastava, 1989; Trauth, 2015; Webster y Oliver, 2007). El
resultado de la interpolacion por medio Kriging, por lo general, suaviza los resultados, y sobre-estima valores pequenos y
sub-estima valores grandes (Oliver y Webster, 2014; Webster y Oliver, 2007).

Kriging es un método general con diferentes variantes dependiendo de la informacion que se tenga, el tipo de variable, y
la cantidad y tipos de variables a considerar. A manera mas general también puede incorporar informacion temporal, por lo que
se puede determinar y modelar la variacion espacio-temporal de la variable o variables. Es mas recomendado usar Kriging
cuando los datos estan normalmente distribuidos, se tiene una buena cantidad de observaciones (depende pero 30, 40 o
mas es lo recomendado), son estacionarios (Ia media y varianza de la variable no varian significativamente, esto puede
subsanarse con diferentes variantes), y hay una dependencia espacial de la variable (variograma muestra un incremento
de la semivarianza con la distancia) (Chilés y Delfiner, 1999; Goovaerts, 1997; Isaaks y Srivastava, 1989; Webster y Oliver,
2007).

Los tipos de Kriging mas comunes son (Chilés y Delfiner, 1999; Goovaerts, 1997; Isaaks y Srivastava, 1989; Webster y
Oliver, 2007):

- Simple (SK): Para esta variante se asume que se conoce la media de la variable (lo cual no es necesariamente cierto), y
que la media es constante. En general no es practico de usar.

- Ordinario (OK): Esta variante es la mas usada, donde se asume una media constante pero desconocida, y adicionalmente
los datos no deben presentar una tendencia.

- Lognormal (OK]Og): Esta variante se usa cuando la variable tienen una fuerte asimetria positiva, donde se aplica el logaritmo
a los datos, y sobre estos datos log-transformados se aplica el Kriging Ordinario; lo mas comun es usar el logaritmo natural.
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Fig. 7: Visualizacion del proceso de interpolacién mediante Kriging, donde para el punto a interpolar (D), el punto que estd mas cercano (C) tiene mas peso
(influencia, baja semivarianza), y el punto mas lejano (A) practicamente no tiene peso ya que cae fuera del rango. Modificado de McKillup y Darby Dyar
(2010).

Para obtener el resultado de la interpolacion en la escala original de la variable NO es tan simple como exponenciar los
resultados. Cressie (1993), Webster y Oliver (2007), Laurent (1963), y Yamamoto (2007) brindan mas detalles de como
realizar la transformacién inversa de la manera mas apropiada.

- Universal (UK): Esta variante aplica cuando la media no es constante y no se conoce; se le conoce también como
Kriging con tendencia (Kriging in the presence of a trend). Esta es una forma de trabajar cuando los datos presentan una ten-
dencia (tipicamente en funcidn de las coordenadas), como es el caso tipico de niveles piezométricos. Lark, Cullis, y Welham
(2006) brinda mas detalles y técnicas mas actualizadas de como lidiar con este tipo de situacion.

- CoKriging (CK): Esta variante se usa cuando se quiere utilizar la informacion de 2 o mas variables, y corresponde con
la version multivariable de Kriging. Es necesario que haya una relacion entre las variables y su relacion espacial, lo que se
conoce como co-regionalizacion.

- Indicador (IK): Esta variante se usa cuando la variable es cualitativa (categorica) o se transforma una variable cuanti-
tativa en cualitativa para determinar si la variable excede o no un umbral. El resultado es la probabilidad condicional de cada
una de las categorias (niveles) de la variable.

Eldeiry y Garcia (2010), Kravchenko y Bullock (1999), Meng, Liu, y Borders (2013), Wang et al. (2017), y Yao et al.
(2013) hacen uso de varios de los tipos de Kriging, asi como de otros métodos de interpolacion, describiendo brevemente los
métodos y comparando los resultados entre ellos.
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Analisis geoestadistico

Una vez presentada la teoria basica de la geoestadistica se va a proceder a realizar un analisis geoestadistico tipico (con el
objetivo de estimar la distribucion de la variable de interés en el espacio). Los datos corresponden con la temperatura prome-
dio de los ultimos 10 afios para el 8§ de Marzo para la provincia de San José. Los datos fueron tomados de Meteomatics (2021),
de donde se pueden obtener diferentes parametros meteorologicos/climaticos a nivel mundial. Se usan estos datos por tener
amplia cobertura espacial, lo que los hacen muy didacticos para ejemplificar el uso de la geoestadistica.

Se va a hacer uso de R que permite manipular y analizar datos (espaciales y no espaciales), y ademas tiene diversos
paquetes (librerias) para realizar analisis geoestadisticos (Finley, Banerjee, y Gelfand, 2015; Griéler, Pebesma, y Heuvelink,
2016; Jing y Oliveira, 2015; Pebesma, 2004; Pebesma y Graeler, 2021; Ribeiro, Christensen, y Diggle, 2003). El codigo
usado, asi como su explicacion, se pueden encontrar en el material extra disponible en el repositorio de GitHub del trabajo:
https://github.com/maxgav13/intro_geostats.

Analisis exploratorio de datos

Antes de iniciar con el analisis geoestadistico es necesario estudiar la variable, ver su distribucion (si se aproxima a una
distribucion normal) para determinar si es necesaria alguna transformacion, y por medio de la varianza se puede tener una idea
aproximada de la meseta total del variograma.

El resumen estadistico (Cuadro 1) y el histograma (Fig. 8) muestran que tiene una distribucion aproximadamente normal,
donde la media y mediana son similares y el histograma presenta una forma general de campana con una asimetria inferior a
1, por lo que no es necesaria ninguna transformacion. La varianza de la variable es 19,258, lo que brinda una aproximacion
de la meseta total del variograma.

En este caso los datos tienen coordenadas geograficas pero de manera general se recomienda trabajar los datos en siste-
mas de coordenadas planas (x,y) por lo que se se recomienda convertirlas a estas conforme la zona de estudio, utilizando los
codigos epsg respectivos. En este caso el codigo que corresponde es el 5367 para el sistema de coordenadas CRTMOS. Para
mas informacion al respecto se puede consultar Garnier-Villarreal (2020), donde el capitulo 6 esta dedicado al trato de datos
espaciales en R.

Es buena practica determinar las distancias entre los puntos, ya que como se explicé en la parte tedrica, no es recomenda-
do calcular el variograma experimental a mas de la mitad de la distancia maxima entre puntos. Haciendo este paso se obtiene
que la distancia maxima es de 142,00 km. Dada la zona de estudio tan grande se van a presentar las distancias en kilémetros
para mayor facilidad y legibilidad, pero hay que tener en cuenta que los datos se encuentran en metros.

Un paso inicial antes de empezar con el analisis es visualizar la distribucion de la variable en el espacio, para tener una
idea preliminar de patrones que pueda presentar. La figura 9 muestra la ubicacion de los datos, donde los puntos se encuen-
tran rellenados de acuerdo al valor de la temperatura, y donde se puede observar que hay una predominancia de temperaturas
mayores al SW y menores al NE.

Modelado geoestadistico

Habiendo estudiado la variable y hecho los pasos iniciales de manipulacion, analisis y visualizacion se procede con el
modelado geoestadistico, mostrando y explicando los distintos pasos. En este caso como la variable no requirié de ninguna
transformacion se va a usar el Kriging Ordinario.
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Fig. 8: Histograma de la temperatura promedio de los tltimos 10 afios para el 8 de Marzo para la provincia de San José. La linea roja corresponde con la
media, y la curva azul con la curva de densidad empirica.

Variograma experimental

El primer paso es crear un variograma experimental omnidireccional. Se va a hacer uso del paquete gstat (Gréler et al.,
2016; Pebesma, 2004; Pebesma y Graeler, 2021) para la geoestadistica. En la construccion del variograma experimental se
deben definir los argumentos de el intervalo de distancia deseado (h), y la distancia méxima a la cual calcular la semivarianza.
Sirecordamos la distancia maxima era 142,00 km, por lo que se escoge un valor ligeramente inferior a la mitad (70 km) para la
distancia maxima y un valor de 4 km para el intervalo de distancias h. Es en este paso donde el usuario puede probar diferentes
valores para obtener un variograma representativo, que muestre una estructura de dependencia espacial y que los puntos del
variograma se hayan calculado con suficientes datos (recomendable 20 o mas).

Una vez analizado el variograma omnidireccional se procede a determinar si existe la presencia o no de anisotropia. Para
esto se usan tanto el mapa de la superficie de variograma (Fig. 11), como los variogramas direccionales (Fig. 12).

Para los variogramas direccionales hay que definir, adicionalmente, los argumentos de las direcciones y la tolerancia an-
gular, donde lo mas usado son direcciones cada 45° y la tolerancia angular es la mitad del intervalo entre direcciones (22,5°).
De nuevo, solo es necesario definir direcciones entre 0 y 180, y 180 se excluye por ser el opuesto de 0.

Analizando el mapa y los variogramas direccionales se concluye que hay una anisotropia con direccion principal de 135°
y un rango aproximado de 50 km, y un rango aproximado de 25 km en la direccion de 45°, resultando en una razén de aniso-
tropia de 0,5. Por lo anterior el modelado se realizara con los variogramas direccionales.

Cuadro 1

Resumen estadistico de la variable.

N Media Desv. Est. Min Mediana Max MAD ([&\% Asimetria
Temperatura 178 16,96 4,39 29 18,05 24,5 4,23 0,26 -0,73
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Fig. 9: Mapa de puntos mostrando la distribucion espacial de la temperatura promedio de los tltimos 10 afios para el 8 de marzo para la provincia de San José.

Ajuste de modelo de variograma

Una vez creado el variograma experimental es necesario ajustarle un modelo para poder obtener valores a distancias no
muestreadas. Antes de ajustar un modelo al variograma experimental es necesario estimar las partes del mismo (meseta, pepi-
ta, rango, anisotropia) y determinar valores iniciales, para posteriormente realizar el ajuste.

Usando los variogramas direccionales (Fig. 12), se puede estimar una pepita de aproximadamente 0, una meseta parcial
de 25, un rango de 50000, una anisotropia a 135° con una razén de 0,5, y se puede usar un modelo tipo esférico (‘Sph”).

El modelo ajustado (Cuadro 2) se puede usar para calcular un error del ajuste inicial (RMSEajuste: 4e — 04), pero es mas
confiable el que se obtiene usando la validacion cruzada, ya que el obtenido acé es un valor optimista. Lo anterior se da puesto
que se calcula con respecto a los datos que se utilizaron para el ajuste (toda la informacién disponible) y esto siempre va a
resultar en error menor que cuando se usa el modelo en datos no observados (Hastie et al., 2008; James et al., 2013; Kuhn y
Johnson, 2013; Witten et al., 2011), que es el objetivo de la interpolacion.

El modelo ajustado del cuadro 2 se puede interpretar asi: el efecto pepita (‘Nug’) (que como es el intercepto solo aporta
informacion a la semivarianza y no al rango) aporta 0,000 a la semivarianza (C;=0,000); el modelo esférico (‘Sph’) aporta
23,990 a la semivarianza (C,=23,990), con lo que la meseta total es S=C+C =23,990, y el rango mayor del modelo esférico
es a=84672,58 en una direccion 135°, con una razén de anisotropia de 0,5.

Cuadro 2
Modelo ajustado.
Modelo Meseta Rango Razoén Direccion Principal
Nug 0,00 0,00 0,0 0
Sph 23,99 84672,58 0,5 135
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Fig. 10: Variograma experimental omnidireccional de la temperatura promedio de los tltimos 10 afios para el 8 de Marzo para la provincia de San José. Las
etiquetas de los puntos muestran con el nimero de pares de puntos usados para el calculo de la semivarianza. La linea roja punteada corresponde con la
varianza de la variable, que es una aproximacion a la meseta total.

Con el modelo ajustado se puede visualizar este sobre el variograma omnidireccional (Fig. 13) y los variogramas direc-
cionales (Fig. 14). En general, para todos los casos se observa que el modelo ajustado es valido y representativo para todos
los casos.

Validacion cruzada

Para evaluar de manera mas realista el ajuste de cualquier modelo es mejor usar la validacion cruzada. Es en este paso
que se podrian probar diferentes modelos, donde se obtienen las métricas de ajuste de un modelo, se ajusta un nuevo modelo
y se obtienen sus métricas de ajuste, y asi iterativamente. Una vez ajustados diferentes modelos y con sus diferentes métricas,
se puede tener un criterio mas robusto de cual modelo se ajusta mejor a los datos.

Las métricas usadas aqui son las que se introdujeron anteriormente: el error cuadratico medio (RMSE), la razén de des-
viacion cuadratica media (MSDR), el error porcentual absoluto medio (MAPE), y el estadistico de bondad de prediccion (G).
Adicionalmente se estima la correlacion (r) entre los valores observados y predichos, donde lo que se busca es determinar qué
tan similares son los valores entre si (Fig. 15 A).

Como se menciono arriba las métricas son mas utiles cuando se comparan modelos, pero para este caso, usando solo el
modelo esférico, se puede decir que presentan valores aceptables (Cuadro 3): la MSDR esta cerca de 1, la correlacion (r) es
alta, el RMSE es menor a la desviacion estandar de los datos (4,388), el MAPE es bajo y cercano a 0, y el estadistico G es
positivo y cercano a 1. Conforme APA -American Psychological Association (2010), valores que no pueden por definicion ser
superiores a 1 o inferiores a -1 (r, R, MAPE, y G) se reportan sin el ‘0’ inicial.
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Figura 11: Mapa de la superficie de variograma. Se observa una direccion preferencial a aproximadamente 135°.

Si recordamos el error del ajuste inicial sobre los datos que se realizo el ajuste fue RMSE =4¢-04, que como se puede
observar es mucho menor al error de la validacion cruzada RMSE  =1,475, de ahi que se le definiera como optimista, y sea
el error de la validacion cruzada un mejor indicador de la capacidad predictiva del modelo seleccionado.

Adicionalmente se pueden explorar los residuales ya que idealmente se esperaria que presenten una distribucion normal
centrada en 0. Lo anterior se puede apreciar en la figura 15 B, donde el histograma es aproximadamente normal, y no presenta
una asimetria importante (menor a 1: -0,304) y se encuentra centrado alrededor de 0.

Las métricas tanto como los residuales indican que el modelo ajustado es un modelo apropiado para proceder con la

interpolacion.

Cuadro 3

Meétricas de ajuste para la validacion cruzada.

Meétrica Valor
RMSE 1,475
MSDR 0,758
r 942
R? .887
MAPE .085
G .886
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Fig. 12: Variogramas experimentales direccionales cada 45°. La linea roja punteada representa la varianza de la variable, lo que se aproxima a la meseta total.
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Fig. 13: Variograma experimental omnidireccional con el modelo esférico ajustado sobrepuesto.
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Figura 14: Variogramas experimentales direccionales con el modelo esférico ajustado sobrepuesto, mostrando que el modelo es valido.
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Fig. 15: Analisis de los resultados de validacion cruzada. A Relacion entre los valores observados y predichos por la validacion cruzada. La linea roja es la
linea 1:1 y la linea verde es la regresion entre los datos. B Histograma de los residuales de la validacion cruzada. La linea roja es la media de los residuales
y la curva azul la curva de densidad.
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Interpolacion (Kriging)

Para recalcar nuevamente, el analisis geoestadistico es un proceso que conlleva el calculo del variograma, el ajuste de
un modelo, la validacion del modelo a usar, y por ultimo la interpolaciéon mediante Kriging. Si no se realizan con cuidado los
pasos el resultado de la interpolacion puede no tener validez o sentido.

Los mapas finales tanto de la prediccion (estimacion) como de la varianza (error de estimacion) se presentan en la figura
16. En el mapa de la prediccion se observa una tendencia de valores altos de la temperatura hacia al SW del area y de valores
bajos de temperatura hacia el NE, con una zonacién con direccion de rumbo paralela al eje mayor de la anisotropia. Esta
distribucion espacial de la temperatura tiene sentido puesto que la costa (clima mas calido) se encuentra en direccion SW, y
las partes montafiosas (clima mas fresco) de la meseta central en la direccion NE. El mapa de la varianza va a presentar los
valores mas bajos en los puntos de muestreo y valores mayores en puntos mas distantes de los muestreados, que es un com-
portamiento tipico de Kriging.

Aplicacion web

Lo demostrado aca se encuentra implementado en una aplicacion web (Garnier-Villarreal, 2019), la cual puede ser usada
accediendo a la siguiente direccion https://maximiliano-01.shinyapps.io/geostatistics/. La idea de la aplicacion es llevar de la
mano al usuario por los mismos pasos presentados aca, usando una interfaz mas familiar, sin necesidad de que sepa usar R o
lenguajes de programacion, pero si es necesario que se entienda y tenga conciencia de lo que conlleva un analisis geoestadis-
tico de principio a fin.

La aplicacion puede leer (cargar) archivos “.txt’ o “.csv’, donde el archivo tiene que contener por lo menos tres columnas:
coordenada-x, coordenada-y, variable de interés. La figura 17 muestra la interfaz de la aplicacion.

Conclusiones

Kriging es un método de interpolacion, de varios disponibles, para obtener predicciones (estimaciones) en puntos donde
no se tienen observaciones, y adicionalmente presenta diferentes variantes, por lo que no es Unico y depende del objetivo de
investigacion el como se implementa. Cuando es posible y adecuado usarlo, tipicamente, brinda los mejores resultados, ade-
mas de proporcionar una estimacion del error sobre los valores estimados.

Kriging como tal es uno de los posibles usos de la geoestadistica, ya que es un paso (el ultimo tipicamente) durante un
analisis geoestadistico donde el objetivo es la prediccion (estimacion) de una o varias variables en el espacio. Se menciona,
brevemente, que otro posible producto de la geoestadistica es la simulacion, la cual puede ser mas representativa en casos
donde la heterogeneidad, y no el comportamiento promedio, de la variable es el interés principal.

La geoestadistica, como rama de la estadistica espacial, se enfoca en la caracterizacion de procesos y variables que tienen
una fuerte componente espacial, por lo que existe una inter-dependencia entre las observaciones, a diferencia de la estadistica
clasica.

Este trabajo muestra los pasos, cuidados, y decisiones que hay que tomar durante un analisis geoestadistico tipico, hacien-
do énfasis en que para obtener resultados validos y confiables es necesario desarrollar estos pasos con criterio y no dejarlos a
decision de un programa de computo. Se recomienda que cuando se hace uso de Kriging se detalle el tipo, asi como el modelo
que se ajustd y sus parametros.

En el ejemplo de la temperatura promedio de los ltimos 10 afios para el 8 de Marzo para la provincia de San Jos¢, se
determind la existencia de anisotropia con un eje mayor en direcciéon 135°, y una distribucion de la temperatura donde valores
altos se encuentran hacia el SW y valores bajos hacia el NE.
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Fig. 16: Mapas de prediccion (A) y de la varianza/error (B) de la temperatura para la provincia de San José, para la fecha del 8 de Marzo.
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Fig. 17: Interfaz de la aplicacion web para realizar analisis geoestadistico. El rectangulo amarillo encierra las vifietas (pasos) a seguir durante el analisis,
incluyendo ademas la vifieta para desplegar los datos y la de informacion adicional de la aplicacion.
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R es un lenguaje de programaciéon muy flexible que permite crear rutinas para reusar posteriormente en analisis futuros
similares. El material de este trabajo se encuentra disponible en un repositorio en GitHub (https://github.com/maxgav13/in-
tro_geostats), que puede ser descargado para su uso. En el repositorio se puede consultar un material extra que presenta y deta-
lla el codigo usado durante el andlisis geoestadistico. Ademads se presenta de manera muy rapida una aplicaciéon web que hace
uso del mismo codigo, pero de una manera mas amigable para quienes no se siente comodos con lenguajes de programacion.
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